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Problemática 2

La motivación se encuentra en identificar los eventos adversos
de drogas (ADE). La Asociación de Resultados Médico
Observacionales (OMOP) provee los registros médicos
electrónicos (EMR). Ya existen contribuciones a esta tarea,
como aprender la estructura DBN causal.

Los desaf́ıos del descubrimiento causal implican: 1) los datos
están desordenados en los eventos. 2) los pacientes interactúan
con el sistema esporádicamente y solo cuando están enfermos.
3) de las miles de variables que posee EMR solo se registran
unas pocas. 4) debido a lo anterior hay ruido.
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Contribución 3

Evitar combinatorias de los algoritmos de búsqueda
(estructuras) reformulando la estructura aprendida del
problema, es optimización no combinatoria, suave y convexo en
un modelo log-lineal.
El aprendizaje de la estructura causal a través de TMNs aborda
estos problemas:
(1) Al aprender la estructura dirigida utilizando un modelo no
dirigido (TMN) y el aprendizaje de los parámetros es un
problema de optimización convexo.
(2) Usar caracteŕısticas para modelar la irregularidad, la
escasez, y temporalidad de los datos EMR.
La combinación del aprendizaje de estructuras mediante el
aprendizaje de parámetros y el modelado temporal aproximado
es novedosa
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Definiciones y teoremas 4

Definición 1 (Propiedad de factorización): Una
distribución P(X) se factoriza de acuerdo con un gráfico G no
dirigido, si su densidad se puede expresar como un producto de
funciones potenciales no negativas sobre las cliques C de G.

P (X) ∝
∏
c∈C

ψc(Xc) (1)

Definición 2 (Propiedad global de Markov): X⊥Y|Z si Z
separa a X y Y en G.
Teorema 3: Para cualquier gráfico G no dirigido y cualquier
distribución de probabilidad P en X, se sostiene que la
propiedad de factorización implica la propiedad global de
Markov.
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Temporal Markov Networks 5

Los TMN es un tipo log-lineal de Modelo Gráfico Probabilista
con funciones caracteŕısticas para modelar lineas de tiempos.

Timeline.
Es un conjunto de variables X que ocurren en un tiempo T, esto
es S=Xi,t: (Xi,t)∈ XxT.
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Temporal Markov Networks 6

Modelo log-lineal
Definición 4 (Temporal Markov Network): una TMN es una
tupla (X,F,θ) donde X es un conjunto de tipos de eventos
(variables aleatorias), F es un conjunto de funciones de
funciones binarias fi(Xi ⊆X):Xi 7→0, 1 y θ ∈ R|F |. Se establece
en el modelo log-linear en las ecuaciones 2 y 3.

P (S = s) =
1

Z
exp(

∑
i

θifi(s)) (2)

Z =
∑
s∈S

exp(
∑
i

θifi(s)) (3)

fi ∈ F, θi ∈ θ y Xi es un subconjunto de clique inducido en G.
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Funciones Caracteŕısticas 7

Las siguientes caracteŕısticas modelan los aspectos más
destacados de las ĺıneas de tiempo como predicados lógicos.
En la notación, S es una ĺınea de tiempo, T es un paso de
tiempo, X, Y, Z son eventos, mayúsculas indican variables y
minúsculas indican valores instanciados.

I evento, fs(x):true, si ocurre S (atemporal)

I evento@, fs(xt):true, si el evento x ocurre en un t en S
(atemporal)

I co-ocurrencia, fs(x, y):true, si los eventos x y y ocurren en
S (atemporal)

I co-ocurrencia@, fs(xt1, yt2):true, si x ocurre en un tiempo
t1 y y en un tiempo t2 en S (temporal)

I before, fs(x→ y):true, si x y y ocurren en S, pero x antes
que y (temporal)
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Funciones Caracteŕısticas 8

I before-δ, fs(xT , yT+δ): true, si x y y ocurren en S y x
ocurre δ pasos antes que y (temporal)

I before3, fs(x, y → z):true, si x, y y z ocurren en S, y x y y
ocurren antes que z (temporal)

fs(w, b) y fs(b, w) son redundantes, pero fs(b→ w) y fs(w → b)
son ordenados, ambos pueden ser verdad en la figura 1.

Las caracteŕısticas @ están ancladas a pasos de tiempo
espećıficos, pero las otras caracteŕısticas flotantes siendo menos
espećıfico que el anclaje, vincula los parámetros a través de los
pasos de tiempo.

Dependiendo de la elección de las caracteŕısticas y el parámetro
de vinculación que inducen, las TMN pueden representar
análogos no dirigidos de BN, DBN y redes de eventos.
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Aprendizaje de parámetros 9

Los parámetros se aprenden utilizando la estimación de
maximum likelihood estándar. Encontrar el máximo de
probabilidad logaŕıtmica es un problema de optimización
continuo y convexo, que se resuelve mediante el ascenso por
gradiente. Debido a que el maximum log-likelihood es global, se
alcanza cuando el gradiente (Ecuación 4) es cero.

∂

∂θi

1

|D|
logL(θ;D) = ED(fi(s))− Eθ(fi(s)) (4)

Para calcular el gradiente primero se calcula ED (la estadistica
esperada de los datos) y se hace una vez. Luego la estadistica
esperada del TMN (Eθ) y esto se debe hacer por cada cambio
de parametro.
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Aprendizaje de la estructura causal a través del
aprendizaje de parámetros

La detección de la independencia condicional se realiza
construyendo una TMN, aprendiendo los pesos de sus
caracteŕısticas y comparando esos pesos con cero. Un peso cero
indica la ausencia de relación modelada por esa caracteŕıstica.
Si dos solo son 0 indica que son condicionalmente
independientes. Esta propiedad permite que el aprendizaje de
peso en las RGT recupere la estructura de independencia
condicional de la DBN generadora.
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Aprendizaje de la estructura causal a través del
aprendizaje de parámetros

Teorema 5 (Aprendizaje de estructura TMN: Dado un
DBN M que genera una verdadera distribución P(S) en las
ĺıneas de tiempo, los bordes delanteros del DAG G de M se
pueden deducir de los pesos de una TMN ajustados a P(S)
usando la maximum likelihood. Espećıficamente, si los pesos de
fi(X → Y ) y todas las demás funciones que contienen X y Y
son cero, entonces X → Y no es una arista en G:

(∀(i : fi ⊇ X,Y )θi = 0) =⇒ X → Y /∈ G (5)
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Experimentos 12

Para evaluar las RGT, se realizaron experimentos para
compararlos con otros métodos en tareas de aprendizaje de
estructura DBN utilizando datos sintéticos y del mundo real.
Se utilizaron para comparar: TMN-PC, TMN-DBN, TMN-Bf3,
PC, BNF-DBN (comparar estructuras)
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Experimentos 13

Para evaluar se utilizó precision-recall (PR).

Se realizo una clasificación binaria donde se cada conjunto de
pruebas eras realizadas a mano y otras al azar.
Resultados de la prueba con datos sintéticos.
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Experimentos 14

Experimento OMOP
Para crear un conjunto de datos de cada base de datos, se extrajo

una ĺınea de tiempo para cada paciente y luego se condensó.
Las variables no observadas se asumieron como falsas. Se extrajeron

veinte muestras de 100 mil ĺıneas de tiempo sin reemplazo de cada
conjunto de datos.

PC y BNF-DBN no pudieron escalar al tamaño completo de los
datos. (Las RGT, que solo necesitan estad́ısticas suficientes, no tienen
limitaciones directas de tamaño de datos).
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Experimentos: OMOP 15

Las TMN funcionan especialmente bien con los datos de EMR
de GE. Los resultados son variados:
-TMN-PC vence a PC en 3 conjuntos de datos.
-TMN-DBN vence a BNF-DBN en 2 conjuntos de datos.
-TMN-Bf3 es el mejor en los 5 conjuntos de datos.

La hipótesis del éxito de TMN-Bf3 se debe a su capacidad para
modelar las interacciones de orden superior y detectar la
independencia en presencia de ruido.
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Experimentos: OMOP 16

Los tiempos de ejecución (min, avg, max), en horas, en la
tarea OMOP fueron BNF-DBN (0.6, 0.8, 0.9), TMN (0.5, 1.3,
2.8) y PC (0.1, 2.9, 9.9). Si bien esto hace que BNF-DBN
parezca rápido, los experimentos tuvieron que limitarse a 100k
ĺıneas de tiempo para hacer que BNF-DBN y PC sean
manejables.
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Discusión 17

La convexidad garantiza que existe un óptimo global y que no
hay impedimentos para llegar alĺı, como mesetas u óptimos
locales. Esto garantiza el progreso con cada iteración, y la
optimización se puede detener en cualquier momento para
obtener una solución aproximada con el gradiente que da una
idea de qué tan cerca está el modelo actual del óptimo.
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Discusión 18

La formulación como modelo log-lineal:
Ventajas:
-Permite caracteŕısticas arbitrarias, que pueden usarse para
manejar eventos irregulares y modelar dependencias de corto y
largo alcance.
-Permite escalar a conjuntos de datos muy grandes al separar el
procesamiento de datos de la optimización.
Desventajas:
-Ahora hay un problema de modelado ya que uno debe elegir
las caracteŕısticas correctas.
-Dependiendo de cuántas funciones se elijan, su complejidad y
de cuántas combinaciones de eventos se ejemplifiquen, puede
haber una gran cantidad de funciones y un espacio de
optimización correspondientemente grande.
-Los desaf́ıos de optimización se amplifican por las dificultades
de inferencia de un PGM extremadamente grande y no
factorizable. 18 / 18


