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regresión de Cox nos permitió hacer una primera selección de variables. De este modo se 
seleccionaron los nodos candidatos a formar parte de nuestra EBN, los cuales se muestran 
en la figura 6. 
 
En principio suponemos que el diagnóstico de osteoporosis afecta a cada uno de los 
parámetros de la marcha elegidos como nodos candidatos de la EBN. Así, se establecieron 
conexiones entre todos los parámetros de la marcha  y la osteoporosis. Por otro lado 
utilizamos de nuevo el modelo de regresión de Cox con las variables de la tabla 5, para 
determinar cuáles de estas están son relevantes para la determinación del riesgo de caída, y 
así establecer las conexiones entre los parámetros de la marcha y el evento caída de la red 
anterior. Descartamos aquellas variables que no afectan el riesgo de caída según la 
información proporcionada por el modelo de regresión de Cox, quedando la EBN 
conectada como se muestra en la figura 7. 
 
  
 

 
 
 
 
 
 
 
 
 

Figura 6. Nodos candidatos a ser parte de la EBN. 
 
 

  
 
 
 
 
 

 
 
 
 
 
 
 
 
 
 
 

Figura 7. a) Relación entre la osteoporosis y los parámetros relevantes, b) parámetros de la marcha 
relacionados con la propensión a caídas, c) estructura de la EBN. 
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Como ya se ha mencionado, el modelo de Cox además de proporcionarnos información 
acerca de las variables más relevantes para determinar el riesgo de un evento, nos da 
información de cómo esas variables afectan el riesgo con respecto al tiempo. La salida de 
un análisis de datos con el modelo de regresión de Cox se muestra en la tabla 11. 
 
De acuerdo al signo del valor β asociado a la variable predictiva, sabemos que la presencia 
de DIFTP y SDI, no aumenta el riesgo de caída sino lo contrario.  Y determinamos que sólo 
NUMP es la variable que genera un aumento en el riesgo de sufrir una caída. Esto puede ser 
comprobado calculando la función de sobrevivencia para cada una de estas variables, dicho 
cálculo se muestra en la tabla 12. 
 

Tiempo(Días) ۶૙(ܜ) - Riesgo base Variables predictivas β 
30 0.166 DIFTP -2.7775 

67 0.445 NUMP 3.9926 
70 0.929 SDI -2.8989 
139 1.442 
177 2.182 
287 3.404 
309 4.987 
330 7.238 

Tabla 11. Información proporcionada por el modelo de regresión de Cox. 
 

DIFTP NUMP SDI 
 0  1 0 1 0 1 
Días S(X,t) S(X,t) S(X,t) S(X,t) S(X,t) S(X,t) 
30 0.84704623 0.98972894 0.84704623 0.00012385 0.84704623 0.99089777 
67 0.64082428 0.97270324 0.64082428 3.3581E-11 0.64082428 0.9757857 
70 0.39494846 0.94385943 0.39494846 1.3623E-22 0.39494846 0.95011445 
139 0.23645438 0.91422053 0.23645438 1.1478E-34 0.23645438 0.92364193 
177 0.11281567 0.87309853 0.11281567 4.3912E-52 0.11281567 0.88674945 
287 0.03324004 0.80920120 0.03324004 7.5952E-81 0.03324004 0.82902482 
309 0.00682611 0.73332927 0.00682611 4.185E-118 0.00682611 0.7597979 
330 0.00071875 0.63752696 0.00071875 4.367E-171 0.00071875 0.67119445 
Tabla 12. Valores de la función de sobrevivencia para cada una de las variables, donde la columnas con 0 

muestran los valores de sobrevivencia sin la presencia de dicha variable y las columnas con 1 muestran los de 
sobrevivencia con la presencia de dicha variable. 

 
El valor de sobrevivencia va de 1 a 0, donde 1 indica que no existe riesgo alguno de 
presentar el evento, de tal forma que un decremento en el valor de esta función indica un 
aumento en el riesgo de presentar el evento. Como se observa en la tabla 12, sin la 
presencia de la variable estudiada el valor de sobrevivencia es el mismo en todos los casos. 
Esta probabilidad de sobrevivencia “normal” está calculada con base en la probabilidad de 
riesgo base, la cual se calcula a partir de los datos de la muestra, en este caso personas con 
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diagnóstico de osteoporosis. Se observa que el valor de sobrevivencia es afectado 
drásticamente con la presencia de NUMP, esto es el riesgo de presentar una caída es mayor 
y aún más, la tabla 12 permite observar cómo va cambiando dicho riesgo en el tiempo. 
 
De tal manera que se hizo una primera prueba para determinar los intervalos de tiempo para 
la EBN, a partir de la información proporcionada por Cox acerca del riesgo y el efecto en el 
tiempo de presentar un cambio en las variables involucradas en el modelo. 
 
Dado que estamos usando una EBN tipo TNBN, se necesitan definir intervalos excluyentes. 
Primero se determinó un intervalo general [1-365] días y este intervalo se dividió en 3 sub-
intervalos excluyentes los cuales son: 
 [1-30] para NUMDP 
 [31-150] para DIFTP 
 [151-365] para SDI 

 
Esta definición de intervalos fue hecha con base en lo siguiente: a los 30 días, de acuerdo a 
la función de sobrevivencia de NUMP, el riesgo de una caída si NUMP=1  riesgo =1-
0.00012385, con base a  esto se dio un valor “cualitativo” a esa situación, incremento 
moderado en el riesgo de caída, IRRC. 
 
Para el caso de DIFTP y SDI ambas variables disminuyen el riesgo de caída, pero en 
diferente proporción, es decir, ambos prolongan el aumento del riesgo de caída. Para 
determinar los intervalos para esas variables se observó en la figura 8 y en la tabla 12, que 
los valores de las funciones de sobrevivencia de ambas variables eran similares en los 
tiempos 67, 70 y 139, y se determino a partir de esto que el intervalo [31-150] está asociado 
a DIFTP, y dado que la diferencia entre los valores de la función de sobrevivencia de 
ambas variables en los tiempos 177, 287, 309, 330 eran más marcados se determinó que el 
intervalo asociado a la variable SDI fuera [151-365]. 

 
Figura 8. Gráfica de las funciones de sobrevivencia. 
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Ahora bien, con base en lo anterior determinamos intervalos de acuerdo a los cambios más 
significativos o representativos del valor de sobrevivencia de cada variable. Suponiendo 
que, de acuerdo al valor de sobrevivencia y el tiempo en el que ocurre, el incremento o 
decremento del riesgo de presentar una caída está asociado a diferente tipo de degradación 
de la marcha, ésta información fue utilizada para definir los nodos temporales de cada 
variable, los cuales se muestran en la tabla 13. 
 
Los valores de la variable caída permiten  modelar qué tipo de degradación de la marcha es, 
para nuestro caso, degradación patológica, degradación normal o si existe alguna terapia 
que está contribuyendo a mantener una marcha normal. Los valores e intervalos de tiempo 
para cada uno de ellos se muestran en la tabla 14. Así, la red bayesiana de eventos queda 
construida como se muestra en la figura 9. 
 
 
 
 
 
 
 
 

 
 
 
 

Figura 9. Red bayesiana de eventos. 
 

DIFTP NUMP SDI 
Nodo 

Temporal 
Valor 
de la 
var. 

Intervalo 
propuesto 

Nodo 
Temporal 

Valor 
de la 
var. 

Intervalo 
propuesto 

Nodo 
Temporal 

Valor 
de la 
var. 

Intervalo 
propuesto 

Decremento 
rápido en el 
riesgo de caída 
(DRRC) 

1 [31-70] Incremento 
moderado en 
el riesgo de 
caída 
(IRRC) 

1 [0-10] Decremento 
rápido en el 
riesgo de 
caída (DRRC) 

1 [151-290] 

Decremento 
moderado en el 
riesgo de caída 
(DMRC) 

1 [71-150] Incremento 
rápido en el 
riesgo de 
caída 
(IMRC) 

1 [11-30] Decremento 
moderado en 
el riesgo de 
caída 
(DMRC) 

1 [291-310] 

Riesgo normal 
de caída 
(RNC) 

0 [31-150] Riesgo 
normal de 
caída (RNC) 

0 [0-30] Riesgo 
normal de 
caída (RNC) 

0 [151-310] 

Tabla 13. Definición de nodos temporales. Cada una de las variables cuenta con 3 nodos temporales, cada 
nodo temporal con un intervalo excluyente con respecto a los otros nodos temporales de la variable 

respectiva.  
  

Osteoporosis 

NUMP 

DIFTP 

SDI 

Caída 

DRRC [31-70] 
DMRC [71-150] 
RNC [31-150] 

DRRC [151-290] 
DMRC [291-310] 
RNC [151-310] 

IRRC [0-10] 
IMRC [11-30] 
RNC [0-30] 

DPM [0-290] 
DNM [291-365] 
DCT [0-365] 

T 0.8 
F 0.2 
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Caída 
Nodo temporal Valor de la var. Intervalo propuesto 

Degradación patológica de la marcha, alto 
riesgo de caída (DPM) 

1 [0-290] 

Degradación normal de la marcha apoyada con  
terapia (DNM) 

1 [291-365] 

Degradación con terapia (DCT) 0 [0-365] 
Tabla 14. Definición de nodos temporales para la variable caída.  

 
Las probabilidades conjuntas de la EBN construida se calculan directamente de los datos. 
De igual manera se utilizo LOOCV para probar la eficacia de la EBN con los datos que se 
tiene. La eficacia de la red bayesiana de eventos se muestra en la tabla 15 y la figura 10.  
 

Red Bayesiana de Eventos 
Efectividad 
0.64705882 

Tabla 15. Eficacia de la EBN. 
 

        
Figura 10. Resultados de clasificación con la red bayesiana de eventos. 

 
7.3 Evaluación de las técnicas utilizadas  
De acuerdo a los resultados presentados, se ha comprobado la factibilidad del uso de 
técnicas de IA, en específico BN, para el modelado de la marcha patológica, contrastando 
su eficacia con técnicas de análisis de sobrevivencia, como el modelo de regresión de Cox, 
señalando las ventajas y desventajas de ambas técnicas. 
 
Se observó que al reducir el número de variables analizadas utilizando el conocimiento de 
los expertos en el domino se mejoraba la eficacia de ambos modelos, debido a que se tienen 
pocos datos con respecto al número de variables. 
 
Se ha propuesto un primer modelo de la marcha patológica que determina el riesgo de caída 
de personas adultas mayores. Este modelo se orienta hacia la principal contribución de este 
trabajo pues hasta donde sabemos no existe un modelo de este tipo.  
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Se ha mostrado la factibilidad de la construcción de manera automática de un modelo de la 
marcha basado en una EBN que permita determinar el riesgo de caída de una persona 
asociado a los cambios de los parámetros de la marcha. Cabe insistir que en esto radica una 
de las contribuciones de la tesis pues dichos modelos generalmente se construyen 
manualmente con ayuda de los expertos en el dominio. 
 
8. Conclusiones y discusión de resultados 
Hasta el momento se ha probado la factibilidad del uso de técnicas de análisis de 
sobrevivencia en específico el modelo de regresión de Cox, al igual que técnicas de IA, en 
específico BN, para modelar los datos de  la marcha de personas adultas mayores. Los 
resultados muestran que ambas técnicas permiten obtener información  útil para los 
expertos en el dominio aunque dicha información es proporcionada de manera separada y 
es obtenida de manera limitada pues se está trabajando con datos restringidos debido a los 
requerimientos de los modelos.   
 
También hemos corroborado la necesidad de técnicas tales como selección de variables 
pues tenemos pocos datos con muchas variables. Como se ha mostrado, sólo se ha trabajado 
con pocos datos pero al tener más datos se espera  mejorar los modelos presentados en la 
sección anterior. 
 
Hasta el momento sólo se ha trabajado con datos de un año de seguimiento, es decir dos 
registros de datos de la marcha. Ambos modelos se usaron para determinar si un nuevo caso 
analizado tendría caída, con base en la información de los datos de la marcha.  
 
Para ambos modelos se consideró únicamente si existió un cambio en algún parámetro de la 
marcha de un registro a otro, no se sabía si el cambio detectado estaba asociado al aumento 
o disminución del parámetro estudiado. Esto hace suponer que se está perdiendo 
información relevante para determinar las relaciones que puedan existir entre parámetros de 
la marcha asociados con el aumento en el riesgo de caída, es por eso que una de las 
contribuciones de este trabajo es incorporar en el modelo utilizado la representación de este 
tipo de cambios.  
 
Una alternativa para considerar la información para el modelo de regresión de Cox es el uso 
de variables adicionales asociadas al aumento, decremento o ningún cambio de un 
parámetro, esto traería consigo un aumento considerable en el número de variables y ello 
implicaría un mayor número de muestras para entrenar el modelo. Otra alternativa sería 
utilizar representación de los cambios de los datos como variables binarias con información 
sobre el tipo de cambio que experimentó una variable. Por otro lado, esta situación es 
menos problemática para el modelo con una Red Bayesiana pues cada variable puede tener 
más de un valor y por lo tanto el número de nodos en el modelo no se modifica.  
 
Uno de los objetivos de este trabajo es la representación de los cambios de la marcha 
asociados al aumento de riesgo de caída, que hasta el momento no se ha realizado. Para ello 
se aplicarán redes de eventos, las cuales permiten modelar cómo se relacionan la ocurrencia 
de eventos iniciales con eventos futuros. Una de las aportaciones de este trabajo es el 
diseño de un modelo que permita determinar los cambios en determinados parámetros de la 
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marcha y la relación que tienen en el cambio de otros parámetros que inicialmente no se 
detectaban como indicativos de sufrir una caída. También dicho modelo permitirá 
determinar el aumento del riesgo de acuerdo a los cambios de la marcha. Y aún más como 
contribución principal de este trabajo se prevé la construcción de dicho modelo a partir de 
los datos. 
 
De acuerdo a los resultados obtenidos, el modelo de regresión de Cox permite obtener 
probabilidades de riesgo de caída de acuerdo al cambio que tienen las variables predictivas 
en un periodo de tiempo, aunque como se ha mencionado la limitante es que sólo se 
considera presencia o ausencia de dichas variables, y además no se permite modelar 
relaciones entre las variables. Por otro lado, las BN permiten el modelado de relaciones 
entre variables además de considerar no sólo variables binarias. De tal forma que ambas 
técnicas pueden ser tratadas como técnicas complementarias para la construcción de un 
modelo basado en EBN, pues una EBN permite un modelado de las relaciones entre 
variables no binarias y además obtener una medida del riesgo de presentar un evento. El 
reto en esto es que el diseño de dicho tipo de BN no se realiza de manera automática y 
depende en su mayoría de la experiencia de los expertos en el dominio, y esto es una 
desventaja en dominios en los que los expertos no tienen certeza o desconocen por 
completo información fundamental para el diseño de un modelo, como el de la marcha 
patológica, información como tipos de cambios, relaciones entre variables, efecto del 
cambio de una variable en el riesgo de presentar un evento de interés.  
 
Los resultados mostrados hasta el momento dan evidencia que es posible realizar la 
construcción de un modelo basado en EBN que permite inferir el riesgo de caída de 
acuerdo a los cambios detectados en la marcha. Se descubre de manera automática a partir 
de los datos el modelo, y se puede recurrir a los expertos para validar y complementar este 
modelo. 
 
9. Actividades por realizar  
Ahora bien, de acuerdo al trabajo realizado queda por hacer, en principio el mejoramiento 
del modelo para determinar riesgo de caída no sólo de personas con osteoporosis detectada 
sino para personas adultas mayores en general, modificando la función de riesgo base 
calculada por el modelo de regresión de Cox. Para ello proponemos utilizar la información 
de personas sin osteoporosis para la construcción de dicha función de riesgo base, cuyos 
datos también estarán disponibles en el Laboratorio de Análisis de Movimiento del INR. 
 
Cubrir las limitaciones del modelo de regresión de Cox, pues hasta el momento con los 
resultados obtenidos sólo sabemos que hubo un cambio en una variable y es deseable para 
complementar lo obtenido con la información de los expertos en el dominio, además 
incorporar la información de si ese cambio es un aumento o decremento en el valor del 
parámetro. 
 
Mejorar la construcción automática de la EBN, pues como se ha comentado las variables 
detectadas por el modelo de regresión de Cox difieren con el conocimiento proporcionado 
por parte de los expertos del INR sobre las variables relevantes. Así, se propone el uso de 
técnicas reportadas para selección de atributos en datos temporales [34], [40], [51]. Así 
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como mejorar la selección de las relaciones utilizando otras opciones, como correlación 
entre variables, y no limitarnos exclusivamente a la información del modelo de regresión de 
Cox. Refinar la manera de seleccionar los intervalos de cambio, proponiendo medidas de 
cambio relevante con base a los valores de las funciones de sobrevivencia de cada variable 
predictiva. Probar otro tipo de redes de eventos como las NPEDT [15], [16], [17] y 
comparar su eficacia con la TNBN. 
 
Utilizar técnicas distintas a la selección de variables que permitan manejar el problema de 
tener muchas variables y pocos datos, utilizar oversampling o una combinación de 
oversampling con selección de variables para trabajar con los datos que actualmente se 
tienen, hasta que se tenga por completo la base de dados del INR. 
  
Evaluar la eficacia del modelo propuesto probándolo con datos nuevos así como utilizando 
otro tipo de datos de la marcha, como los proporcionados en un estudio de estabilidad.
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10. Plan de trabajo  
La figura 11 muestra el cronograma de actividades. 
 
 
 
 
 
 
 
 
 
 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 11. Cronograma de actividades. 
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Anexo A  

     
 Registro de datos de la marcha, con el sistema gaterite.  

 

 
Registro de datos de estabilidad. 




